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Abstract. The culinary industry continues to grow, increasing the demand for fast and efficient service. One issue still 

encountered in restaurants is manual table-condition monitoring, which may delay customer service. This study 

implements and compares YOLOv8n, YOLOv8s, and YOLOv8m for real-time detection of table occupancy and table 

conditions. The dataset consists of 500 images captured using a webcam at Soto Madura Pojok Terminal Restaurant 

and annotated in Roboflow into three classes: Empty Table, Occupied Table, and Dirty Table. The dataset was divided 

by recording session into 300 training images, 96 validation images, and 104 testing images. The models were trained 

using 640 × 640 pixel images, a batch size of 16, a maximum of 150 epochs, and early stopping. Performance was 

evaluated using Precision, Recall, mAP@50, and mAP@50–95. The test results showed that YOLOv8m achieved the 

best overall performance, with a Precision of 95.82%, Recall of 94.95%, mAP@50 of 97.95%, and mAP@50–95 of 

94.22%. YOLOv8m has approximately 25.84 million parameters, required 68.10 minutes of training, and achieved 

an inference time of 21.1 ms per image on an NVIDIA Tesla T4 GPU. The best performing model was implemented 

in a dashboard to display table counts by category and restaurant occupancy status as quiet, normal, or crowded. 

The results indicate that YOLOv8m can support automated table-condition monitoring in the restaurant environment 

studied. 
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Abstrak. Industri kuliner terus berkembang sehingga meningkatkan kebutuhan akan pelayanan yang cepat dan efisien. Salah 

satu permasalahan yang masih dijumpai pada rumah makan adalah pemantauan kondisi meja secara manual yang 

dapat menyebabkan keterlambatan pelayanan kepada pelanggan. Penelitian ini menerapkan dan membandingkan 

YOLOv8n, YOLOv8s, dan YOLOv8m untuk mendeteksi okupansi serta kondisi meja secara real-time. Dataset terdiri 

atas 500 citra yang diperoleh menggunakan webcam di Rumah Makan Soto Madura Pojok Terminal dan dianotasi 

melalui Roboflow ke dalam tiga kelas, yaitu Meja Kosong, Meja Terisi, dan Meja Kotor. Dataset dibagi berdasarkan 

sesi perekaman menjadi 300 citra training, 96 citra validation, dan 104 citra testing. Model dilatih menggunakan 

ukuran citra 640 × 640 piksel, batch size 16, maksimum 150 epoch, serta mekanisme early stopping. Kinerja model 

dievaluasi menggunakan Precision, Recall, mAP@50, dan mAP@50–95. Hasil pengujian menunjukkan bahwa 

YOLOv8m memberikan performa terbaik dengan Precision 95,82%, Recall 94,95%, mAP@50 97,95%, dan 

mAP@50–95 94,22%. YOLOv8m memiliki sekitar 25,84 juta parameter, membutuhkan waktu pelatihan 68,10 menit, 

dan menghasilkan waktu inferensi 21,1 ms per citra pada GPU NVIDIA Tesla T4. Model terbaik kemudian 

diimplementasikan pada dashboard untuk menampilkan jumlah meja berdasarkan kategori serta status okupansi 

rumah makan berupa sepi, normal, atau ramai. Hasil penelitian menunjukkan bahwa YOLOv8m dapat mendukung 

pemantauan kondisi meja secara otomatis pada lingkungan rumah makan yang diteliti. 

Kata Kunci - Computer Vision, Deteksi Objek, Real-Time, Rumah Makan, YOLOv8

I. PENDAHULUAN 

Industri kuliner menjadi salah satu sektor usaha yang terus mengalami perkembangan pesat di Indonesia. 

Berdasarkan data Statistik Penyediaan Makanan dan Minuman Tahun 2023, tercatat sebanyak 4,85 juta unit usaha 

penyedia makankan dan minuman, yang berarti terjadi peningkatan sekitar 21,13% dibandingkan tahun 2016[1]. Dari 

jumlah tersebut, sekitar 24,75% merupakan usaha restoran dan rumah makan. Peningkatan jumlah rumah makan 

menunjukkan bahwa kebutuhan masyarakat terhadap layanan penyedia makanan semakin tinggi sehingga pelaku 

usaha dituntut mampu memberikan pelayanan yang cepat, efisien, dan berkualitas[2]. Salah satu aspek yang 

memengaruhi kualitas pelayanan adalah kecepatan dalam menyediakan meja yang siap digunakan pelanggan. Namun, 

pada rumah makan yang masih mengandalkan pemantauan kondisi meja secara manual, proses identifikasi meja 

tersedia maupun meja yang memerlukan pembersihan bergantung pada pengamatan petugas dan berpotensi 

menimbulkan keterlambatan pelayanan terutama pada jam operasional yang padat. Kondisi ini dapat menyebabkan 

pelanggan menunggu lama untuk mendapatkan tempat duduk [3]. Oleh karena itu, diperlukan suatu sistem yang 
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mampu melakukan pemantauan kondisi meja secara otomatis sehingga informasi mengenai kondisi meja dapat 

diperoleh secara cepat dan akurat serta mendukung peningkatan kualitas pelayanan pada rumah makan[4]. 

Penelitian ini dilakukan di Rumah Makan Soto Madura Pojok Terminal sebagai lokasi pengambilan data. 

Pemilihan lokasi tersebut didasarkan pada kondisi operasional rumah makan yang memiliki perubahan tingkat 

okupansi dan kondisi meja selama jam pelayanan. Kondisi tersebut memungkinkan diperolehnya variasi objek dalam 

tiga kategori, yaitu meja kosong, meja terisi, dan meja kotor. Dengan menggunakan kondisi operasional nyata sebagai 

sumber data, sistem yang dikembangkan dapat diuji untuk mendeteksi kondisi meja pada situasi yang lebih sesuai 

dengan penggunaan sebenarnya di lingkungan rumah makan. 

Perkembangan Artificial Intelligence (AI) khususnya Computer Vision, memberikan peluang untuk mengatasi 

permasalahan tersebut melalui proses deteksi objek secara otomatis[5]. Computer Vision memungkinkan komputer 

mengenali objek pada citra maupun video sehingga mampu menggantikan proses pengamatan yang sebelumnya 

dilakukan secara manual. Dalam bidang deteksi objek, You Only Look Once (YOLO) banyak digunakan karena 

mampu memproses citra secara cepat sekaligus mempertahankan tingkat ketepatan deteksi yang tinggi. Algoritma ini 

menggunakan pendekatan single-stage object detection sehingga proses klasifikasi dan prediksi lokasi objek dilakukan 

dalam satu kali komputasi, menjadikannya sesuai untuk aplikasi real-time[6]. Salah satu versi YOLO yang banyak 

digunakan dalam penelitian deteksi objek adalah YOLOv8, dikembangkan oleh Ultralytics menggunakan framework 

PyTorch[7]. YOLOv8 menawarkan peningkatan performa dibandingkan generasi sebelumnya melalui arsitektur yang 

lebih efisien, keseimbangan antara kecepatan inferensi dan akurasi deteksi, serta fleksibilitas implementasi pada 

perangkat berbasis CPU maupun GPU[8]. Selain itu, karakteristik kecepatan inferensi dan akurasi deteksi yang 

dimiliki YOLOv8 menjadikannya relevan untuk dikembangkan pada aplikasi pemantauan berbasis video yang 

membutuhkan pemrosesan secara real-time[9]. 

Penelitian terkait penerapan Computer Vision dan algoritma YOLO untuk pemantauan objek serta tingkat okupansi 

telah dilakukan dalam berbagai konteks. Hidayah et al. [10] mengintegrasikan YOLOv5 dan OpenCV untuk 

mendeteksi kendaraan sekaligus mengidentifikasi ketersediaan area parkir secara real-time. Sistem diuji pada tiga 

kondisi, yaitu kosong, terisi sebagian, dan penuh, serta mampu mendeteksi 31 kendaraan dan 20 slot parkir dengan 

persentase perhitungan kendaraan sebesar 100%. Meskipun demikian, penelitian tersebut masih berfokus pada konteks 

area parkir dan belum diterapkan pada klasifikasi kondisi meja di lingkungan rumah makan. Selanjutnya, Güler dan 

Musa [11] mengembangkan sistem deteksi okupansi meja restoran menggunakan YOLOv8 pada custom dataset 

sebanyak 792 citra. Model memperoleh Precision sebesar 0,998, Recall 1,000, mAP@0.5 sebesar 0,997, dan 

mAP@0.5:0.95 sebesar 0,985. Sistem tersebut juga mengintegrasikan deteksi manusia dan analisis time-series untuk 

memantau serta memprediksi tingkat okupansi meja. Namun, penelitian ini lebih berfokus pada deteksi meja dan 

jumlah orang yang menggunakan meja, sehingga belum mengklasifikasikan kondisi meja ke dalam kategori Meja 

Kosong, Meja Terisi, dan Meja Kotor maupun membandingkan beberapa varian YOLOv8. Amanullah et al. [12] 

menerapkan YOLO pada lingkungan restoran untuk mendeteksi pelanggan dan makanan secara real-time, dengan 

akurasi sebesar 85% untuk pelanggan dan 83% untuk makanan. Berbagai penelitian tersebut menunjukkan bahwa 

algoritma YOLO memiliki potensi untuk mendukung deteksi objek dan pemantauan kondisi secara otomatis, termasuk 

pada lingkungan yang membutuhkan pemrosesan real-time. 

Meskipun telah menunjukkan hasil yang baik, penelitian terdahulu masih memiliki keterbatasan dalam penerapan 

deteksi kondisi meja pada rumah makan. Penelitian Güler dan Musa berfokus pada deteksi meja dan jumlah orang 

yang menggunakannya, sedangkan penelitian pada lingkungan restoran lainnya lebih menitikberatkan pada deteksi 

pelanggan dan makanan. Berdasarkan kajian tersebut, belum ditemukan penelitian yang secara khusus 

membandingkan YOLOv8n, YOLOv8s, dan YOLOv8m untuk mengklasifikasikan kondisi meja ke dalam tiga 

kategori, yaitu Meja Kosong, Meja Terisi, dan Meja Kotor, sekaligus mengintegrasikan model terbaik ke dalam 

dashboard monitoring yang menampilkan jumlah meja dan tingkat okupansi rumah makan. Kebaruan penelitian ini 

terletak pada perbandingan tiga varian YOLOv8 untuk deteksi tiga kondisi meja serta integrasi model terbaik ke dalam 

sistem monitoring okupansi berbasis kamera secara real-time. Pendekatan tersebut penting untuk menghasilkan sistem 

yang tidak hanya mampu mengenali kondisi meja, tetapi juga memberikan informasi okupansi yang dapat digunakan 

sebagai pendukung pemantauan operasional rumah makan.  

Berdasarkan research gap tersebut, penelitian ini bertujuan menerapkan dan membandingkan YOLOv8n, 

YOLOv8s, dan YOLOv8m untuk mendeteksi kondisi meja pada rumah makan menggunakan kamera webcam secara 

real-time. Performa model dievaluasi menggunakan Precision, Recall, mAP@50, dan mAP@50–95, kemudian model 

terbaik diimplementasikan pada dashboard yang menampilkan jumlah Meja Kosong, Meja Terisi, dan Meja Kotor 

serta tingkat okupansi rumah makan. Dalam penelitian ini, aktivitas pengunjung direpresentasikan melalui tingkat 

okupansi berdasarkan jumlah meja yang terdeteksi terisi, yang selanjutnya digunakan untuk menentukan status rumah 

makan berupa sepi, normal, atau ramai. Dengan demikian, penelitian ini diharapkan dapat menghasilkan sistem 

monitoring kondisi meja berbasis Computer Vision yang mendukung penerapan konsep smart restaurant dan 

membantu meningkatkan efisiensi pelayanan rumah makan[13]. 
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II. METODE 

2.1 Tahapan Penelitian 

Penelitian ini menerapkan algoritma YOLOv8  sebagai metode deteksi berbasis deep learning. Dataset diperoleh 

dari rekaman video menggunakan kamera webcam di Rumah Makan Soto Madura Pojok Terminal, kemudian 

diekstraksi menjadi citra. Setiap citra dianotasi menggunakan bounding box ke dalam tiga kelas, yaitu Meja Kosong, 

Meja Terisi, dan Meja Kotor, selanjutnya dikonversi ke dalam format YOLO. Selanjutnya, dataset dibagi menjadi data 

pelatihan, validasi, dan pengujian untuk proses pelatihan dan evaluasi model. Penelitian membandingkan tiga varian 

YOLOv8, yaitu YOLOv8n, YOLOv8s, dan YOLOv8m, menggunakan metrik Precision, Recall, mAP@50, dan 

mAP@50–95[14].  

YOLOv8n merupakan varian nano dengan ukuran model paling ringan dan jumlah parameter paling sedikit 

sehingga memiliki kebutuhan komputasi yang relatif rendah. YOLOv8s merupakan varian small dengan kapasitas 

model lebih besar dibandingkan YOLOv8n dan dirancang untuk mencapau keseimbangan antara tingkat akurasi dan 

kebutuhan komputasi. Sementara itu, YOLOv8m merupakan varian medium dengan kapasitas model dan jumlah 

parameter yang lebih besar sehingga mampu mempelajari karakteristik objek yang lebih kompleks, tetapi 

membutuhkan sumber daya komputasi dan waktu pelatihan yang lebih besar. Perbandingan ketiga varian tersebut 

menjadi bagian utama penelitian untuk menentukan model yang paling tepat untuk digunakan pada sistem deteksi 

kondisi meja secara real-time. Aktivitas pengunjung dalam penelitian ini direpresentasikan melalui tingkat okupansi 

yang dihitung berdasarkan proporsi meja terisi terhadap jumlah keseluruhan meja yang terdeteksi. 

 

 
 

Gambar 1. Tahapan Penelitian 

 

Gambar 1 merupakan alur penelitian dimulai dari pengambilan data pada Rumah Makan Soto Madura Pojok 

Terminal. Data yang diperoleh selanjutnya diolah melalui beberapa tahapan, yaitu pre-processing, anotasi, dan 

pembagian dataset menjadi data pelatihan, validasi, dan pengujian. Dataset yang telah diproses digunakan untuk 

melatih tiga varian model YOLOv8, yaitu YOLOv8n (nano), YOLOv8s (small), dan YOLOv8m (medium). 

Selanjutnya, setiap model dievaluasi menggunakan metrik Precision, Recall, mAP@50, dan mAP@50–95, serta 

dibandingkan berdasarkan jumlah parameter, waktu pelatihan, dan waktu inferensi. Model dengan performa terbaik 

kemudian dipilih untuk diimplementasikan pada sistem monitoring kondisi meja secara real-time. Tahap akhir 

penelitian berupa pengujian sistem untuk memastikan proses deteksi, klasifikasi kondisi meja, perhitungan tingkat 

okupansi, dan penentuan status keramaian rumah makan dapat berjalan sesuai kebutuhan. 

 

2.2 Pengumpulan Data 

Data yang digunakan dalam penelitian ini merupakan data primer yang diperoleh mellui perekaman video secara 

langsung menggunakan kamera webcam beresolusi HD dengan ukuran 1920x1080 dan kecepatan perekaman 30 fps 

di Rumah Makan Soto Madura Pojok Terminal. Perekaman dilakukan dalam tiga sesi pada waktu yang berbeda dengan 

durasi 30–60 menit untuk memperoleh variasi kondisi operasional, seperti jumlah pengunjung, tingkat okupansi, dan 

kondisi meja. Video kemudian diekstraksi menjadi citra dengan interval 20-30 detik. Citra yang buram, duplikat, dan 

tidak menampilkan objek meja secara jelas diseleksi, sehingga diperoleh 500 citra. Selanjutnya, setiap citra dianotasi 

menggunakan bounding box ke dalam tiga kelas, yaitu Meja Kosong, Meja Terisi, dan Meja Kotor, kemudian diekspor 

dalam format YOLO untuk digunakan dalam pelatihan, validasi, dan pengujian model YOLOv8. 
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2.3 Pengolahan Data 

2.3.1 Pre-processing 

Tahap pre-processing dilakukan untuk mempersiapkan dataset sebelum digunakan pada model YOLOv8. Tahap 

ini meliputi ekstraksi frame menggunakan fitur Extract Frames pada Roboflow, seleksi citra yang buram atau duplikat, 

serta proses Auto-Orient untuk menyeragamkan orientasi gambar. Selanjutnya, citra di-resize menjadi 640 × 640 

piksel menggunakan metode Fit (white edges) dengan tetap mempertahankan rasio aspek[15]. 

 

Gambar 2. Normalisasi Data 

 

2.3.2 Pelabelan dan Anotasi 

Setelah proses pre-processing selesai, citra pada dataset kemudian diberi anotasi melalui platform Roboflow 

dengan menandai setiap objek menggunakan bounding box, yaitu memberikan kotak pembatas pada setiap objek meja 

yang terdapat pada citra sesuai dengan kondisi sebenarnya. Setiap objek diberi label ke dalam tiga kelas, yaitu Meja 

Kosong, Meja Terisi, dan Meja Kotor. Proses anotasi dilakukan secara manual untuk memastikan setiap objek 

memiliki posisi dan label yang sesuai. Hasil anotasi kemudian diekspor dalam format YOLO, di mana setiap citra 

memiliki berkas anotasi berekstensi .txt yang berisi informasi koordinat bounding box dan identitas kelas objek[16]. 

Dataset yang telah melalui proses anotasi kemudian digunakan untuk pembagian data, pelatihan, validasi, dan 

pengujian model YOLOv8. 

 

Gambar 3. Proses Anotasi Data 

Kelas Meja Kosong didefinisikan sebagai meja yang tidak digunakan oleh pengunjung dan tidak terdapat peralatan 

makan yang menunjukkan aktivitas penggunaan. Kelas Meja Terisi merupakan meja yang sedang digunakan oleh 

pengunjung. Sementara itu, kelas Meja Kotor merupakan meja yang tidak ditempati pengunjung dan masih terdapat 

sisa peralatan makan yang belum dibersihkan. Penentuan ketiga kelas tersebut dilakukan secara konsisten pada seluruh 

proses anotasi untuk menjaga kualitas dataset. 

 

Gambar 4. Jumlah Anotasi per Kelas 
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Gambar 4 menunjukkan jumlah anotasi pada masing-masing kelas dalam dataset penelitian. Dataset yang 

digunakan terdiri atas tiga kelas, yaitu Meja Kosong, Meja Terisi, dan Meja Kotor. Hasil proses anotasi menghasilkan 

3.422 objek untuk kelas Meja Kosong, 4.091 objek untuk kelas Meja Terisi, dan 1.487 objek untuk kelas Meja Kotor. 

Jumlah anotasi tersebut merepresentasikan banyaknya objek meja yang terdapat pada seluruh citra, sehingga setiap 

citra dapat memuat beberapa objek sekaligus sesuai dengan jumlah meja yang terdeteksi pada area pengambilan 

gambar. 

 

Gambar 5. Augmentasi Dataset 

Untuk menambah variasi data pelatihan serta mengurangi overfitting, dilakukan augmentasi menggunakan 

platform Roboflow[17]. Augmentasi diterapkan hanya pada data pelatihan (training set) dengan menghasilkan tiga 

variasi citra pada setiap data pelatihan (Outputs per training example = 3). Teknik augmentasi yang digunakan 

meliputi horizontal flip, grayscale pada 50% citra, penyesuaian brightness pada rentang -50% hingga +50%, exposure 

pada rentang -25% hingga +25%, blur hingga 2 piksel, serta penambahan noise hingga 2% piksel. Sementara itu, data 

validasi dan pengujian tetap menggunakan data asli tanpa augmentasi sehingga proses evaluasi dilakukan 

menggunakan citra asli[18]. 

 

2.3.3 Pembagian Dataset 

Dataset dibagi menggunakan platform Roboflow. Dataset awal yang terdiri atas 500 citra dibagi menjadi tiga 

subset, yaitu data pelatihan, validasi, dan pengujian. Skenario pembagian dataset yang digunakan adalah 60% : 19,2% : 

20,8%, masing-masing terdiri atas 300 citra data pelatihan, 96 citra data validasi, dan 104 citra data pengujian. 

Pembagian tersebut dilakukan berdasarkan sumber sesi perekaman dan tidak dilakukan secara acak pada tingkat frame 

untuk mengurangi kemiripan temporal antara data pelatihan, validasi, dan pengujian.. Seluruh citra dari sesi satu 

digunakan sebagai data pelatihan, sesi dua digunakan sebagai data validasi, dan sesi tiga digunakan sebagai data 

pengujian. Dengan demikian, frame dari satu sesi video tidak digunakan pada lebih dari satu subset. Selanjutnya, 

proses augmentasi diterapkan hanya pada data pelatihan dengan menghasilkan tiga variasi citra untuk setiap data, 

sehingga jumlah data pelatihan meningkat menjadi 900 citra. Sementara itu, data validasi dan data pengujian tidak 

mengalami augmentasi sehingga tetap berjumlah 96 citra dan 104 citra. Dengan demikian, total dataset yang 

digunakan dalam proses pelatihan dan evaluasi menjadi 1.100 citra. 

 

Gambar 6. Pembagian Dataet 

Data pelatihan digunakan untuk melatih model YOLOv8 melalui proses pembelajaran terhadap karakteristik setiap 

kelas objek. Data pengujian digunakan untuk menilai kinerja akhir model secara objektif menggunakan data yang 

belum pernah terlibat dalam proses pelatihan atau validasi, dan data validasi memantau kinerja model selama proses 

pelatihan dan membantu menentukan model terbaik. 

 

2.4 Pelatihan Model 

Pelatihan model menggunakan YOLOv8 pada Google Colab yang menggunakan GPU NVIDIA Tesla T4. 

Penelitian membandingkan tiga varian, yaitu YOLOv8n, YOLOv8s, dan YOLOv8m, menggunakan pre-trained 

weights dengan parameter 150 epoch, batch size 16, ukuran citra 640 × 640 piksel, dan patience 20[19]. Model terbaik 

dari setiap varian disimpan dalam berkas best.pt untuk selanjutnya dievaluasi dan dibandingkan berdasarkan 

performanya. 
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Gambar 7. Flowchart Pelatihan Sistem Deteksi Kondisi Meja 

2.5 Evaluasi Model 

Evaluasi performa model dilakukan menggunakan mekanisme evaluasi bawaan framework Ultralytics YOLOv8. 

Evaluasi dilakukan terhadap model YOLOv8n, YOLOv8s, dan YOLOv8m menggunakan dataset validasi dan dataset 

pengujian yang telah dipisahkan sebelumnya. Framework YOLOv8 secara otomatis menghasilkan beberapa metrik 

evaluasi, yaitu Precision, Recall, mAP@50, dan mAP@50–95, serta confusion matrix dan kurva evaluasi untuk 

menganalisis kemampuan deteksi dan klasifikasi model.[20]. Precision digunakan untuk mengukur ketepatan prediksi 

positif yang dihasilkan model, sedangkan Recall digunakan untuk mengukur kemampuan model dalam mendeteksi 

obejk yang terdapat pada ground truth. mAP@50 menunjukkan rata-rata Average Precision pada IoU 0,50, sedangkan 

mAP@50–95 merupakan rata-rata Average Precision pada rentang IoU 0,50 hingga 0,95 dengan interval 0,05.  

Nilai Precision dihitung menggunakan Persamaan (1) 

Precision = 
𝑇𝑃

𝑇𝑃+𝐹𝑃
 

 

Nilai Recall dihitung menggunakan Persamaan (2) 

Recall = 
𝑇𝑃

𝑇𝑃+𝐹𝑁
 

 

dengan: 

• TP (True Positive) : jumlah objek yang berhasil dideteksi dengan benar.  

• FP (False Positive) : jumlah objek yang terdeteksi sebagai objek target, tetapi sebenarnya bukan objek target.  

• FN (False Negative) : jumlah objek target yang tidak berhasil dideteksi oleh model. 

 

Nilai mAP dihitung menggunakan Persamaan (3) 

mAP = 
1

𝑁
∑ 𝐴𝑃𝑁
𝑖=1 i 

dengan: 

• mAP (mean Average Precision): nilai rata-rata Average Precision (AP) dari seluruh kelas yang dideteksi.  

• AP (Average Precision): nilai luas area di bawah kurva Precision-Recall untuk suatu kelas. 

• N: jumlah kelas objek yang digunakan dalam penelitian. 

• APi: nilai Average Precision pada kelas ke-i 
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Selain metrik akurasi deteksi, evaluasi juga mempertimbangkan aspek komputasi berupa jumlah parameter, waktu 

pelatihan, dan waktu inferensi. Jumlah parameter digunakan untuk menunjukkan ukuran model, waktu pelatihan 

menunjukkan kebutuhan komputasi selama proses pembelajaran, sedangkan waktu inferensi digunakan untuk 

mengetahui efisiensi model dalam menghasilkan prediksi. 

 

Gambar 8. Flowchart Evaluasi Sistem Deteksi Kondisi Meja 

2.6 Pengujian Sistem 

Pengujian sistem menerapkan metode black-box testing untuk menguji apakah setiap fungsi pada sistem 

pemantauan kondisi meja telah bekerja sesuai dengan rancangan dan kebutuhan yang ditetapkan. Pengujian dilakukan 

melalui beberapa skenario, termasuk penerimaan video streaming dari kamera webcam, deteksi kondisi meja secara 

real-time menggunakan model YOLOv8, serta penampilan hasil deteksi pada dashboard sistem[21]. Selain itu, 

dilakukan pengujian terhadap fungsi perhitungan jumlah meja berdasarkan tiga kategori, yaitu Meja Kosong, Meja 

Terisi, dan Meja Kotor. Berdasarkan hasil pengujian, setiap fitur yang diimplementasikan pada sistem mampu 

berfungsi sesuai rancangan dan memberikan output sebagaimana yang diharapkan dalam penelitian.  

III HASIL DAN PEMBAHASAN 

3.1 Hasil Pelatihan dan Evaluasi Model 

3.1.1 Hasil Pelatihan Model 

Model dilatih menggunakan algoritma YOLOv8 dengan membandingkan varian YOLOv8n, YOLOv8s, dan 

YOLOv8m. Pada proses pelatihan, digunakan ukuran citra 640 × 640 piksel, batch size 16, dan maksimum 150 epoch 

dengan mekanisme Early Stopping (patience = 20). 

Tabel 1. Perbandingan Hasil Pelatihan Model YOLOv8 

 

 

 
 

 

 

Model Max Epoch 
Berhenti 

pada Epoch 

Epoch 

Terbaik 

Waktu 

(Menit) 

YOLOv8n 150 108 88 29.22 

YOLOv8s 150 88 68 28.02 

YOLOv8m 150 99 79 68.10 
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Berdasarkan Tabel 1, proses pelatihan dilakukan dengan maksimum 150 epoch untuk setiap varian model 

YOLOv8. Namun, seluruh model menerapkan mekanisme Early Stopping (patience = 20), sehingga proses pelatihan 

berhenti sebelum mencapai jumlah epoch maksimum ketika tidak terdapat peningkatan performa selama 20 epoch 

berturut-turut. Model YOLOv8n berhenti pada epoch ke-108 dengan model terbaik diperoleh pada epoch ke-88 dan 

waktu pelatihan selama 29,22 menit. Model YOLOv8s berhenti pada epoch ke-88 dengan epoch terbaik ke-68 serta 

membutuhkan waktu pelatihan 28,02 menit. Sementara itu, YOLOv8m berhenti pada epoch ke-99 dengan epoch 

terbaik ke-79 dan memerlukan waktu pelatihan paling lama, yaitu 68,10 menit. Perbedaan waktu pelatihan tersebut 

dipengaruhi oleh kompleksitas arsitektur dan jumlah parameter pada masing-masing model, di mana YOLOv8m 

memiliki ukuran model yang lebih besar sehingga membutuhkan waktu komputasi lebih lama dibandingkan 

YOLOv8n dan YOLOv8s.  

Tabel 2. Perbandingan Hasil Pelatihan Keseluruhan Model 

Selama pelatihan, kinerja model dipantau menggunakan data validasi sebanyak 96 citra yang telah dipisahkan dari 

data pelatihan dan data pengujian. Data validasi digunakan untuk mengevaluasi perkembangan performa model pada 

setiap epoch serta menentukan bobot terbaik yang akan digunakan pada tahap pengujian. Data validasi tidak diberikan 

augmentasi sehingga tetap menggunakan citra asli. Berdasarkan Tabel 2, ketiga varian YOLOv8 menunjukkan 

perbedaan baik dari sisi performa deteksi maupun kompleksitas komputasi. YOLOv8n merupakan model paling 

ringan dengan 3,01 juta parameter dan 8,1 GFLOPs serta waktu inferensi 6,9 ms per citra. Model ini memperoleh 

Precision sebesar 76,89%, Recall 86,43%, mAP@0.5 88,99%, dan mAP@0.5:0.95 80,68%. YOLOv8s memiliki 11,13 

juta parameter dan 28,4 GFLOPs dengan waktu inferensi 9,9 ms. Model ini menghasilkan Precision 84,80%, Recall 

89,48%, mAP@0.5 92,58%, dan mAP@0.5:0.95 86,13%. Sementara itu, YOLOv8m memiliki kompleksitas terbesar 

dengan 25,84 juta parameter dan 78,7 GFLOPs serta waktu inferensi 22,2 ms per citra. Pada data validasi, YOLOv8m 

memperoleh Precision tertinggi sebesar 93,64%, mAP@0.5 sebesar 95,65%, dan mAP@0.5:0.95 sebesar 88,57%, 

sedangkan Recall tertinggi diperoleh YOLOv8s sebesar 89,48%. Hasil tersebut menunjukkan adanya trade-off antara 

efisiensi komputasi dan performa deteksi. Semakin besar kapasitas model, jumlah parameter dan kebutuhan komputasi 

cenderung meningkat, yang pada eksperimen ini juga diikuti peningkatan waktu inferensi. Meskipun demikian, 

YOLOv8m menghasilkan performa validasi terbaik secara keseluruhan, sehingga bobot terbaiknya selanjutnya 

dievaluasi pada data pengujian untuk memastikan kemampuan model pada data yang tidak digunakan selama proses 

pelatihan dan validasi. 

 

Gambar 9. Hasil Pelatihan Model Terbaik YOLOv8m (loss, precision, recall, dan mAP) 

Berdasarkan Gambar 9, proses pelatihan model YOLOv8m menunjukkan tren yang stabil selama proses 

pembelajaran. Nilai training loss yang terdiri atas box loss, classification loss (cls loss), dan distribution focal loss 

(DFL loss) mengalami penurunan secara bertahap seiring bertambahnya epoch. Penurunan yang serupa juga terlihat 

Model Parameter GFLOPs 
Inference 

Time 

Precision 

(%) 

Recall 

(%) 

mAP@0.5

(%) 

mAP@0.5:

0.95 (%) 

YOLOv8n 3.01 juta 8.1 6.9 ms 76.89 86.43 88.99 80.68 

YOLOv8s 11.13 juta 28.4 9.9 ms 84.80 89.48 92.58 86.13 

YOLOv8m 25.84 juta 78.7 22.2 ms 93.64 88.57 95.65 88.57 
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pada validation loss, yang menunjukkan bahwa model dapat mempelajari karakteristik data dengan baik tanpa 

mengalami peningkatan kesalahan yang signifikan pada data validasi.  Seiring dengan menurunnya nilai loss, metrik 

evaluasi Precision, Recall, mAP@0.5, dan mAP@0.5:0.95 mengalami peningkatan hingga mencapai kondisi yang 

relatif stabil menjelang akhir proses pelatihan. Berdasarkan hasil evaluasi model terbaik, YOLOv8m memperoleh 

Precision 93,64%, Recall 88,57%, mAP@0.5 95,65%, dan mAP@0.5:0.95 88,57%. Nilai tersebut menunjukkan 

bahwa model mampu mendeteksi dan melokalisasi objek pada ketiga kelas, yaitu Meja Kosong, Meja Terisi, dan Meja 

Kotor. 

Secara keseluruhan, kurva pelatihan menunjukkan bahwa model telah mencapai kondisi yang relatif stabil. Hal ini 

terlihat dari penurunan loss yang semakin landai serta metrik evaluasi yang cenderung stabil pada akhir pelatihan. 

Kondisi tersebut mengindikasikan bahwa model mampu bekerja dengan baik pada data validasi dan layak digunakan 

sebagai model terbaik pada tahap implementasi sistem deteksi kondisi meja berbasis real-time.   

 

1) 3.1.2 Hasil Evaluasi Model 

Evaluasi model dilakukan menggunakan Confusion Matrix untuk menganalisis kemampuan model dalam 

mengklasifikasikan kondisi meja ke dalam kelas Meja Kosong, Meja Terisi, dan Meja Kotor, sebagaimana 

ditunjukkan pada Gambar 10. 

 

Gambar 10. Confusion Matric Model Terbaik YOLOv8m 

Berdasarkan Gambar 10, Confusion Matrix menunjukkan hasil klasifikasi model terbaik YOLOv8m terhadap tiga 

kelas, yaitu Meja Kosong, Meja Kotor, dan Meja Terisi. Nilai yang berada pada diagonal utama menunjukkan jumlah 

objek yang diklasifikasikan secara tepat, sedangkan elemen di luar diagonal mencerminkan kesalahan model dalam 

membedakan satu kelas dengan kelas lainnya. (misclassification). 

Pada kelas Meja Terisi, model mampu melakukan klasifikasi dengan baik, yang ditunjukkan oleh jumlah prediksi 

yang benar lebih banyak dibandingkan dengan prediksi yang salah. Hal ini menunjukkan bahwa karakteristik visual 

pada kelas tersebut lebih mudah dikenali oleh model. Sementara itu, pada kelas Meja Kosong dan Meja Kotor masih 

ditemukan beberapa kesalahan klasifikasi, kondisi tersebut diduga dipengaruhi oleh kemiripan karakteristik visual 

antara kelas Meja Kosong dan Meja Kotor, perubahan pencahayaan selama sesi pengamatan, serta occlusion akibat 

pengunjung atau objek lain yang menutupi sebagian permukaan meja. 

Secara keseluruhan, Confusion Matrix menunjukkan bahwa model mampu mengklasifikasikan ketiga kelas dengan 

baik dengan tingkat kesalahan yang relatif rendah. Hasil ini sejalan dengan nilai evaluasi yang diperoleh pada model 

YOLOv8m, yaitu Precision sebesar 93,64%, Recall sebesar 88,57%, mAP@0.5 sebesar 95,65%, dan mAP@0.5:0.95 

sebesar 88,57%, sehingga model dinilai sesuai untuk digunakan pada sistem deteksi kondisi meja berbasis real-time.  
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Tabel 3. Perbandingan Hasil Evaluasi Test Keseluruhan Model 

Berdasarkan Tabel 3, evaluasi akhir dilakukan menggunakan test set yang terdiri atas 104 citra dengan 1.872 

instance. Ketiga varian YOLOv8 menunjukkan performa deteksi yang tinggi, namun memiliki perbedaan dari sisi 

akurasi dan kebutuhan komputasi. YOLOv8n merupakan model paling ringan dengan 3.006.233 parameter dan 

kompleksitas sebesar 8,1 GFLOPs. Model ini memiliki waktu inferensi tercepat, yaitu 5,7 ms per citra, dengan 

Precision 94,65%, Recall 92,94%, mAP@0.5 97,28%, dan mAP@0.5:0.95 90,62%. 

YOLOv8s memiliki 11.126.745 parameter dan 28,4 GFLOPs dengan waktu inferensi 9,1 ms per citra. Model ini 

memperoleh Precision 95,10%, Recall 93,42%, mAP@0.5 97,03%, dan mAP@0.5:0.95 91,98%. Dibandingkan 

YOLOv8n, YOLOv8s menunjukkan peningkatan pada Precision, Recall, dan mAP@0.5:0.95, meskipun nilai 

mAP@0.5 sedikit lebih rendah. Sementara itu,  

YOLOv8m memiliki kapasitas terbesar dengan 25.841.497 parameter dan 78,7 GFLOPs serta waktu inferensi 21,1 

ms per citra. Model ini menghasilkan performa terbaik secara keseluruhan dengan Precision 95,82%, Recall 94,95%, 

mAP@0.5 97,95%, dan mAP@0.5:0.95 94,22%. Hasil tersebut menunjukkan bahwa peningkatan kapasitas model 

pada YOLOv8m mampu meningkatkan kemampuan deteksi dan ketepatan lokalisasi objek, meskipun membutuhkan 

sumber daya komputasi serta waktu inferensi yang lebih besar. 

Secara keseluruhan, hasil pengujian menunjukkan adanya trade-off antara efisiensi komputasi dan performa 

deteksi. YOLOv8n menawarkan waktu inferensi paling rendah, sedangkan YOLOv8m memberikan akurasi terbaik 

dengan konsekuensi kompleksitas komputasi yang lebih tinggi. Berdasarkan performa pada test set, YOLOv8m dipilih 

sebagai model akhir untuk diimplementasikan pada sistem pemantauan kondisi meja secara real-time. 

 

3.2 Hasil Implementasi Sistem 

Gambar 11 menunjukkan hasil implementasi sistem pemantauan kondisi meja secara real-time menggunakan 

model YOLOv8m pada lingkungan rumah makan. Sistem mampu mendeteksi setiap meja, mengklasifikasikannya ke 

dalam tiga kategori, yaitu Meja Kosong, Meja Terisi, dan Meja Kotor, kemudian menampilkan hasil deteksi dalam 

bentuk bounding box, label kelas, dan nilai tingkat kepercayaan (confidence score) pada setiap objek yang terdeteksi. 

Selain itu, sistem juga menghitung jumlah meja pada setiap kategori dan menampilkan informasi tingkat okupansi 

(occupancy) serta status keramaian rumah makan secara otomatis pada dashboard. 

Pada Gambar 11(a), seluruh meja berhasil dideteksi dalam kondisi kosong sehingga dashboard menampilkan 

informasi Meja Terisi: 0, Meja Kosong: 18, dan Meja Kotor: 0. Berdasarkan hasil tersebut, sistem menghitung tingkat 

okupansi (occupancy) sebesar 0% dan mengklasifikasikan kondisi rumah makan sebagai SEPI. Hasil ini menunjukkan 

bahwa sistem mampu mengenali kondisi ketika tidak terdapat meja yang sedang digunakan oleh pelanggan. 

Selanjutnya, Gambar 11(b) menunjukkan kondisi rumah makan yang didominasi oleh meja kotor. Sistem mendeteksi 

5 meja terisi, 13 meja kotor, dan 0 meja kosong, sehingga tingkat okupansi yang diperoleh sebesar 27,8% dengan 

status keramaian SEPI. Hasil deteksi menunjukkan bahwa sistem mampu mengidentifikasi kondisi meja pada 

lingkungan yang terdapat beberapa pelanggan dan objek meja dengan posisi yang berdekatan. Sementara itu, Gambar 

11(c) menunjukkan kondisi ketika seluruh meja telah digunakan oleh pelanggan. Sistem mendeteksi 18 meja terisi, 

tanpa adanya meja kosong maupun meja kotor, sehingga tingkat okupansi mencapai 100% dan status rumah makan 

berubah menjadi RAMAI/FULL. Perubahan status tersebut dilakukan secara otomatis berdasarkan hasil perhitungan 

jumlah meja yang terdeteksi dalam kondisi terisi. 

Model Parameter GFLOPs 
Inference 

Time 

Precision 

(%) 

Recall 

(%) 

mAP@0.5

(%) 

mAP@0.5: 

0.95 (%) 

YOLOv8n 3.006.233 8.1 5.7 ms 94.65 92.94 97.28 90.62 

YOLOv8s 11.126.745 28.4 9.1 ms 95.10 93.42 97.03 91.98 

YOLOv8

m 

25.841.497 78.7 21.1 ms 95.82 94.95 97.95 94.22 
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(a) (b) 

 

 

      (c) 

Gambar 11. Hasil Implementasi Dashboard Pemantauan Kondisi Meja Secara Real-Time: (a) kondisi meja kosong, 

(b) kondisi meja sebagian terisi dan kotor, dan (c) kondisi meja penuh 

Berdasarkan hasil implementasi tersebut, sistem mampu melakukan pemantauan kondisi meja secara real-time 

dengan menampilkan hasil deteksi, jumlah meja pada setiap kategori, tingkat okupansi, serta status keramaian rumah 

makan secara otomatis. Informasi yang dihasilkan dapat membantu pengelola rumah makan dalam memantau 

ketersediaan meja, memperkirakan tingkat kepadatan pengunjung, serta mendukung pengambilan keputusan 

operasional, seperti mengarahkan pelanggan ke meja yang masih tersedia atau mempercepat proses pembersihan meja 

yang telah selesai digunakan. Dengan demikian, sistem yang dikembangkan menunjukkan potensi untuk 

meningkatkan efisiensi pengelolaan rumah makan melalui pemanfaatan teknologi computer vision berbasis 

YOLOv8. 

3.3 Pengujian Sistem 

Pengujian dilakukan untuk memverifikasi kesesuaian fungsi-fungsi pada sistem pemantauan kondisi meja dengan 

kebutuhan yang telah ditetapkan. Metode black-box testing digunakan dengan memusatkan evaluasi pada respons 

keluaran terhadap masukan tertentu, tanpa meninjau mekanisme internal maupun struktur program. Pengujian meliputi 

beberapa fungsi utama, yaitu aktivasi kamera, deteksi kondisi meja, klasifikasi meja, perhitungan jumlah meja pada 

setiap kategori, serta penentuan tingkat keramaian rumah makan. Hasil pengujian fungsionalitas sistem disajikan 

berdasarkan Tabel 4, seluruh fungsi utama berhasil dijalankan sesuai dengan kebutuhan sistem yang telah dirancang.  
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Tabel 4. Pengujian Fungsionalitas 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Berdasarkan Tabel 4, sistem berhasil menampilkan video streaming dari kamera, mendeteksi objek meja dengan 

bounding box, mengklasifikasikan kondisi meja ke dalam kelas Meja Kosong, Meja Terisi, dan Meja Kotor, serta 

menghitung jumlah meja pada setiap kategori secara otomatis. Selain itu, sistem juga mampu menampilkan kategori 

tingkat keramaian rumah makan, yaitu Sepi, Normal, atau Ramai, berdasarkan hasil deteksi kondisi meja. Hasil 

tersebut menunjukkan bahwa seluruh fungsi yang diimplementasikan telah berjalan dengan baik dan sistem siap 

digunakan sebagai pendukung pemantauan kondisi meja pada rumah makan secara real-time.  

 

3.4 Pembahasan 

Dari hasil pelatihan dan evaluasi yang dilakukan, ketiga varian YOLOv8 mampu mendeteksi kondisi meja dengan 

performa yang baik. YOLOv8m memberikan hasil terbaik pada data uji dengan Precision sebesar 95,82%, Recall 

94,95%, mAP@0.5 sebesar 97,95%, dan mAP@0.5:0.95 sebesar 94,22%. Hasil kurva pelatihan menunjukkan 

penurunan training loss dan validation loss serta peningkatan metrik evaluasi hingga relatif stabil, sehingga tidak 

menunjukkan indikasi overfitting yang signifikan. Mekanisme Early Stopping turut membantu menghentikan 

pelatihan ketika performa tidak lagi meningkat. Berdasarkan Confusion Matrix, model mampu mengklasifikasikan 

ketiga kelas dengan baik, meskipun masih terdapat kesalahan terutama antara Meja Kosong dan Meja Kotor. 

Kesalahan tersebut dapat dipengaruhi oleh kemiripan karakteristik visual, variasi pencahayaan, sudut pengambilan 

gambar, occlusion, serta ketidakseimbangan jumlah anotasi antar kelas. 

Model YOLOv8m kemudian diimplementasikan pada sistem monitoring untuk melakukan deteksi kondisi meja 

secara real-time. Sistem mampu menampilkan bounding box dan label kelas, menghitung jumlah meja pada setiap 

kategori, serta menampilkan tingkat keramaian rumah makan berdasarkan hasil deteksi. Hasil pengujian menunjukkan 

bahwa sistem mampu menjalankan fungsi utamanya sesuai kebutuhan. Meskipun memberikan hasil yang baik, 

penelitian ini masih memiliki keterbatasan pada variasi dataset. Penelitian selanjutnya dapat meningkatkan jumlah 

dan keragaman data, khususnya dalam hal kondisi pencahayaan, sudut pengambilan gambar, dan kepadatan 

pengunjung. Sistem juga dapat dikembangkan dengan fitur object tracking, integrasi kamera CCTV, dan notifikasi 

otomatis. 

IV. SIMPULAN 

Hail penelitian yang telah dilakukan menunjukkan bahwa algoritma YOLOv8 berhasil diterapkan untuk 

mendeteksi kondisi meja pada rumah makan berdasarkan tiga kelas, yaitu Meja Kosong, Meja Terisi, dan Meja Kotor. 

Dalam penelitian ini, tiga varion model YOLOv8 (YOLOv8n, YOLOv8s, dan YOLOv8m) diuji dengan dataset yang 

diperoleh dari proses perekaman langsung di lingkungan rumah makan. Hasilnya menunjukkan bahwa YOLOv8m 

menunjukkan performa terbaik dibandingkan dengan dua varian lainnya dengan nilai Precision sebesar 95,82%, Recall 

sebesar 94,95%, mAP@50 sebesar 97,95%, dan mAP@50-95 sebesar 94,22%. Nilai tersebut menunjukkan bahwa 

model memiliki kemampuan yang baik dalam mendeteksi dan mengklasifikasikan kondisi meja secara akurat pada 

berbagai kondisi operasional rumah makan. 

Model dengan performa terbaik kemudian diimplementasikan ke dalam sistem monitoring untuk mendukung 

proses deteksi kondisi meja secara real-time. Hasil pengujian sistem menunjukkan bahwa seluruh fungsi utama, mulai 

dari penerimaan video streaming menggunakan kamera webcam, proses deteksi objek, klasifikasi kondisi meja, hingga 

penyajian informasi pada dashboard, dapat berjalan sesuai dengan kebutuhan. Sistem yang dikembangkan mampu 

Skenario Pengujian Hasil yang Diharapkan Hasil 

Kamera Aktif Video streaming tampil Berhasil 

Deteksi Meja Bounding box muncul Berhasil 

Klasifikasi Meja Label sesuai kelas Berhasil 

Perhitungan Jumlah Meja Jumlah sesuai deteksi Berhasil 

Aktivitas Pengunjung pada 

Rumah Makan 

Kategori keramaian tampil Berhasil 
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memberikan informasi mengenai jumlah meja kosong, meja terisi, dan meja kotor secara otomatis, sehingga dapat 

membantu pengelola rumah makan dalam memantau kondisi meja secara lebih cepat, efisien, dan mendukung 

peningkatan kualitas pelayanan kepada pelanggan. 

Variasi dataset yang digunakan adalah salah satu dari beberapa keterbatasan penelitian ini. Oleh karena itu, 

penelitian selanjutnya disarankan untuk menambah jumlah dataset, memperkaya variasi kondisi lingkungan, seperti 

perubahan pencahayaan, sudut pengambilan gambar, tingkat kepadatan pengunjung, serta kondisi operasional rumah 

makan yang lebih beragam. Selain itu, pengembangan sistem dapat dilakukan dengan menambahkan fitur object 

tracking, integrasi dengan kamera CCTV, maupun notifikasi otomatis untuk meningkatkan kemampuan sistem dalam 

mendukung proses pemantauan kondisi meja secara lebih optimal dan berkelanjutan.  
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