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Abstract. Social media has become an important platform for expressing public opinion, making YouTube comments a
valuable source for sentiment analysis. This study analyzes public sentiment toward the downstream industry
(hilirisasi) policy statements associated with Gibran Rakabuming Raka by comparing Multinomial, Bernoulli, and
Gaussian Naive Bayes classifiers. Comments were collected via the YouTube Data API v3 from nine videos on
Gibran's official channel and national news channels, filtered for topical relevance using zero-shot classification, and
labeled using a context-conditioned IndoBERT sentiment model, yielding 1,080 labeled comments (665 positive, 415
negative). Preprocessing included case folding, cleaning, tokenization, normalization, stopword removal, stemming,
and TF-IDF weighting, followed by twelve experimental scenarios combining two train-test split ratios with and
without SMOTE. Multinomial Naive Bayes achieved the highest accuracy and FlI-score, 82.87% and 87.11%
respectively, on an 80:20 split with SMOTE, outperforming the Bernoulli and Gaussian variants.
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Abstrak. Media sosial menjadi sarana penting bagi masyarakat untuk menyampaikan opini, sehingga komentar YouTube
merupakan sumber data yang potensial untuk analisis sentimen. Penelitian ini menganalisis sentimen komentar
terhadap pernyataan kebijakan hilirisasi yang berkaitan dengan Gibran Rakabuming Raka dengan membandingkan
kinerja Multinomial, Bernoulli, dan Gaussian Naive Bayes. Komentar dikumpulkan menggunakan YouTube Data API
v3 dari sembilan video pada kanal resmi Gibran Rakabuming Raka dan kanal berita nasional, disaring berdasarkan
relevansi topik menggunakan zero-shot classification, serta diberi label menggunakan model sentimen IndoBERT
context-conditioned, sehingga diperoleh 1.080 komentar berlabel (665 positif, 415 negatif). Tahap prapemrosesan
meliputi case folding, cleaning, tokenization, normalization, stopword removal, stemming, dan pembobotan TF-IDF,
dilanjutkan dengan 12 skenario eksperimen yang mengombinasikan dua rasio pembagian data dengan dan tanpa
SMOTE. Multinomial Naive Bayes memperoleh accuracy dan FI-score tertinggi, masing-masing sebesar 82,87% dan
87,11%, pada rasio 80:20 dengan SMOTE, mengungguli varian Bernoulli dan Gaussian.
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I. PENDAHULUAN

Perkembangan teknologi informasi pada era Society 5.0 telah mengubah pola komunikasi masyarakat melalui
pemanfaatan media sosial sebagai sarana penyebaran informasi sekaligus ruang interaksi publik. Platform media sosial
tidak lagi hanya digunakan untuk berbagi konten, tetapi juga menjadi wadah bagi masyarakat dalam menyampaikan
opini, kritik, maupun dukungan terhadap berbagai isu sosial, ekonomi, dan politik [1]. Salah satu platform yang
memiliki karakteristik tersebut adalah YouTube karena menyediakan fitur komentar yang memungkinkan pengguna
memberikan tanggapan secara langsung terhadap suatu konten [2], [3]. Besarnya volume komentar yang dihasilkan
menjadikan YouTube sebagai sumber data yang relevan untuk menggambarkan persepsi publik, meskipun
karakteristik teksnya cenderung tidak terstruktur, mengandung bahasa informal, singkatan, dan variasi kosakata yang
menyulitkan proses analisis secara manual [4]. Oleh karena itu, analisis sentimen sebagai bagian dari Natural
Language Processing (NLP) banyak dimanfaatkan untuk mengidentifikasi kecenderungan opini masyarakat secara
otomatis [5], [6].

Hilirisasi merupakan salah satu kebijakan strategis dalam proses industrialisasi yang bertujuan meningkatkan nilai
tambah sumber daya alam melalui pengolahan sebelum dipasarkan sehingga diharapkan mampu memperkuat daya
saing industri nasional dan mendorong pertumbuhan ekonomi [7], [8]. Isu tersebut disampaikan secara aktif oleh
Gibran Rakabuming Raka melalui kanal YouTube resminya pada sektor umum, kelautan, pertanian, dan digital, serta
turut diberitakan dan direspons oleh sejumlah kanal berita nasional, termasuk tanggapan yang bersifat kritis terhadap
kebijakan tersebut. Beragam tanggapan yang disampaikan masyarakat melalui kolom komentar mencerminkan
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persepsi publik terhadap kebijakan tersebut. Volume komentar yang besar serta keragaman opini yang dihasilkan
menjadikan komentar YouTube sebagai sumber data yang relevan untuk mengevaluasi respons publik secara
sistematis melalui pendekatan analisis sentimen.

Berbagai penelitian terdahulu menunjukkan bahwa algoritma Naive Bayes merupakan salah satu metode
klasifikasi yang efektif untuk analisis sentimen berbahasa Indonesia karena memiliki proses komputasi yang
sederhana, efisien, dan mampu menghasilkan performa yang baik pada data teks [9], [10], [11]. Pada berbagai kasus
analisis ulasan maupun opini di media sosial, Multinomial Naive Bayes sering dilaporkan memberikan akurasi yang
tinggi karena memanfaatkan frekuensi kemunculan kata sebagai dasar klasifikasi [12]. Di sisi lain, Bernoulli Naive
Bayes lebih berfokus pada keberadaan suatu fitur kata, sedangkan Gaussian Naive Bayes menggunakan asumsi
distribusi normal pada data numerik sehingga ketiga varian tersebut memiliki karakteristik yang berbeda dalam
memproses data teks [13], [14], [15].

Hasil penelitian komparatif juga memperlihatkan bahwa performa setiap varian Naive Bayes sangat dipengaruhi
oleh karakteristik dataset yang digunakan. Multinomial Naive Bayes umumnya menunjukkan hasil terbaik pada
representasi teks berbasis frekuensi kata, sedangkan Bernoulli Naive Bayes dapat memberikan keseimbangan kinerja
yang baik pada representasi fitur biner [12], [13]. Sementara itu, Gaussian Naive Bayes cenderung menghasilkan
performa yang lebih rendah ketika diterapkan pada data teks dengan representasi TF-IDF yang bersifat sparse karena
asumsi distribusi normal sulit dipenuhi [15]. Selain pemilihan algoritma, beberapa penelitian juga menunjukkan
bahwa teknik Synthetic Minority Oversampling Techniqgue (SMOTE) mampu meningkatkan kemampuan model dalam
mengenali kelas minoritas pada kondisi dataset yang tidak seimbang [16], [17].

Meskipun demikian, masih terdapat beberapa celah penelitian yang perlu dikaji lebih lanjut. Pertama, penelitian
analisis sentimen pada komentar YouTube berbahasa Indonesia yang membandingkan secara langsung ketiga varian
Naive Bayes, yaitu Multinomial, Bernoulli, dan Gaussian, masih relatif terbatas, terutama pada data komentar yang
didominasi bahasa informal, singkatan, dan kosakata slang. Kedua, evaluasi pengaruh SMOTE umumnya hanya
dilakukan pada satu varian algoritma atau satu skenario pengujian sehingga belum memberikan gambaran yang
komprehensif mengenai efektivitas teknik tersebut pada ketiga varian Naive Bayes secara bersamaan. Kondisi tersebut
menunjukkan perlunya penelitian yang mengevaluasi kinerja masing-masing varian algoritma melalui beberapa
konfigurasi eksperimen pada dataset komentar YouTube berbahasa Indonesia.

Berdasarkan latar belakang dan celah penelitian tersebut, penelitian ini bertujuan menganalisis sentimen komentar
YouTube terhadap pernyataan hilirisasi yang disampaikan oleh Gibran Rakabuming Raka dengan membandingkan
performa algoritma Multinomial Naive Bayes, Bernoulli Naive Bayes, dan Gaussian Naive Bayes. Penelitian
menggunakan data komentar yang diperoleh melalui YouTube Data API v3, diproses menggunakan tahapan
preprocessing dan pembobotan TF-IDF, kemudian dievaluasi melalui 12 skenario eksperimen yang mengombinasikan
tiga varian Naive Bayes, dua rasio pembagian data, serta perlakuan dengan dan tanpa SMOTE. Hasil penelitian
diharapkan dapat mengidentifikasi model yang memberikan performa terbaik sekaligus memberikan gambaran
mengenai pengaruh karakteristik algoritma dan penerapan SMOTE terhadap klasifikasi sentimen pada komentar
YouTube berbahasa Indonesia.

II. METODE

Penelitian ini menggunakan pendekatan kuantitatif dengan metode eksperimen untuk membandingkan performa
tiga varian algoritma Naive Bayes dalam klasifikasi sentimen komentar YouTube terhadap pernyataan hilirisasi oleh
Gibran Rakabuming Raka. Tahapan penelitian meliputi pengumpulan data, preprocessing, pembobotan fitur
menggunakan TF-IDF, pembentukan model klasifikasi, pengujian melalui 12 skenario eksperimen, dan evaluasi
performa model.

Pengumpulan Prepprocessing Pembobotan
Data
Case Folding
Cleaning
Tokenization ¥
Normalization Model Klasifikasi
Stopwqrd dan Desain
Stemming Eksperimen
v
Evaluasi
Model

Gambar 1. Tahapan Penelitian
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A. Pengumpulan Data
Data diperoleh menggunakan YouTube Data API v3 dari sembilan video yang membahas pernyataan kebijakan
hilirisasi oleh Gibran Rakabuming Raka, terdiri atas empat video dari kanal resmi Gibran Rakabuming Raka
(mencakup topik hilirisasi umum, kelautan, pertanian, dan digital) serta lima video dari empat kanal berita nasional
(Kompas.com, KOMPASTV JAWA TENGAH, KOMPASTV, dan METRO TV) yang memberitakan maupun
menanggapi pernyataan tersebut. Rincian video sumber disajikan pada Tabel 1.
Tabel 1. Daftar Video Sumber Data

No Video ID Judul Kanal
1 ZhL1ABVBgBS Hilirisasi dan Masa Depan Indonesia Gibran Rakabuming Raka
ULJErSG7F8Y Dari Pesisir ke Dunia: Saatnya Produk Laut Gibran Rakabuming Raka

Indonesia Naik Kelas

3 72Ko6qkf9TQ Hilirisasi Pertanian: Swasembada Pangan dan Gibran Rakabuming Raka
Petani Naik Kelas

4 9gTdNSPimhs Bukan Lagi Hanya Pasar Digital, Indonesia Harus ~ Gibran Rakabuming Raka
Jadi Produsen Digital

5 Q3VeyP2DOUU  Genjot Hilirisasi Digital, Gibran Libatkan Anak Kompas.com
Muda yang Ahli Crypto

6  yeSb-DVSi 4 Gibran Bingung Ada Pihak Anti Hilirisasi KOMPASTV JAWA TENGAH

7  1D6EwnDnnD8 Cerita Wapres Gibran Banyak Ditertawakan soal ~ KOMPASTV
Hilirisasi Kemenyan

8  XpkxdvrmbJ4 Gus Imin Kritik Keras Hilirisasi Ugal-ugalan METRO TV
Gibran
9 OTNUEgh6wo8 Gibran Merasa Disepelekan Setiap Keluarkan Kompas.com

Kata "Hilirisasi"

Sebelum tahap pelabelan sentimen, seluruh komentar terlebih dahulu disaring berdasarkan relevansi topik
menggunakan model zero-shot classification ModernBERT-large-zeroshot-v2.0. Setiap komentar diklasifikasikan ke
dalam kategori "membahas kebijakan hilirisasi" atau "tidak membahas kebijakan hilirisasi", dan komentar dinyatakan
relevan apabila memperoleh skor keyakinan > 0,75 pada kategori tersebut. Tahap ini menghasilkan 1.337 komentar
yang relevan dengan topik hilirisasi dari total 26.891 komentar mentah.

Komentar yang relevan selanjutnya diberi label sentimen secara otomatis menggunakan model IndoBERT-
Sentiment yang bersifat context-conditioned (apriandito/indobert-sentiment-classifier). Berbeda dengan model
sentimen umum, model ini menerima pasangan konteks dan teks, sehingga sentimen yang diprediksi merupakan
sentimen komentar secara spesifik terhadap konteks "kebijakan hilirisasi", bukan sentimen umum komentar. Proses
pelabelan menghasilkan distribusi awal sebanyak 672 komentar positif, 430 komentar negatif, dan 235 komentar
netral. Karena tahap klasifikasi Naive Bayes pada penelitian ini bersifat biner, komentar berlabel netral dibuang, dan
komentar duplikat turut dihapus, sehingga diperoleh 1.080 komentar akhir yang terdiri atas 665 komentar positif dan
415 komentar negatif.

B. Preprocessing Data
Komentar yang telah dikumpulkan diproses melalui enam tahapan preprocessing agar dapat digunakan sebagai
masukan algoritma klasifikasi, yaitu:
1. Case folding, mengubah seluruh huruf menjadi huruf kecil.
Cleaning, menghapus URL, mention, hashtag, angka, emoji, dan tanda baca.
Tokenization, memisahkan kalimat menjadi token kata.
Normalization, mengubah kata tidak baku menggunakan kamus kustom sebanyak 1.305 entri.
Stopword removal, menghapus kata yang tidak berkontribusi terhadap sentimen menggunakan kamus
kustom sebanyak 770 kata.
6. Stemming, mengubah kata menjadi bentuk dasar menggunakan pustaka Sastrawi.

A A

C. Pembobotan Fitur

Data hasil preprocessing direpresentasikan ke dalam bentuk numerik menggunakan metode Term Frequency—
Inverse Document Frequency (TF-IDF). Metode TF-IDF digunakan untuk memberikan bobot pada setiap kata
berdasarkan frekuensi kemunculannya dalam suatu dokumen dan tingkat kepentingannya terhadap keseluruhan
dokumen, sehingga kata yang lebih representatif memiliki bobot yang lebih tinggi. Representasi numerik ini
selanjutnya digunakan sebagai masukan pada proses klasifikasi menggunakan algoritma Naive Bayes.

Nilai Term Frequency (TF) dihitung menggunakan Persamaan (1).

TF(t,d) = Zkff—)fkd (1)
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dengan f; ymerupakan frekuensi kemunculan term tpada dokumen d, sedangkan ). « Je.aadalah jumlah seluruh

term pada dokumen tersebut.
Nilai Inverse Document Frequency (IDF) dihitung menggunakan Persamaan (2).

IDF(¢t) = log% ©)
t

dengan Nmerupakan jumlah seluruh dokumen dan d f;adalah jumlah dokumen yang mengandung term ¢.

Bobot akhir diperoleh melalui perkalian nilai TF dan IDF sebagaimana ditunjukkan pada Persamaan (3).
TF-IDF(t,d) = TF(t,d) X IDF(t) 3)

Semakin tinggi nilai TF-IDF, semakin besar kontribusi suatu term dalam merepresentasikan isi dokumen sehingga
fitur tersebut memiliki pengaruh yang lebih besar pada proses klasifikasi.

D. Model Klasifikasi dan Desain Eksperimen
Penelitian membandingkan tiga varian algoritma Naive Bayes, yaitu Multinomial Naive Bayes (MNB), Gaussian
Naive Bayes (GNB), dan Bernoulli Naive Bayes (BNB). Secara umum, klasifikasi pada algoritma Naive Bayes
didasarkan pada Teorema Bayes yang menghitung probabilitas suatu dokumen termasuk ke dalam kelas tertentu
berdasarkan fitur yang dimiliki. Probabilitas posterior dihitung menggunakan Persamaan (4).

P(xIC)-P(CY)
P(Clx)=="10020 ()

dengan P(C | X)adalah probabilitas dokumen Xtermasuk ke dalam kelas C, P(X | C)adalah probabilitas
kemunculan dokumen pada kelas C, P(C)merupakan probabilitas awal (prior) kelas, dan P(X)adalah probabilitas
kemunculan dokumen.

Multinomial Naive Bayes mengklasifikasikan dokumen berdasarkan frekuensi kemunculan kata sehingga sesuai
untuk representasi TF-IDF. Probabilitas Multinomial Naive Bayes dihitung menggunakan Persamaan (5).

P(x1C)= ﬂp(xk ey
k=1

dengan w;merupakan kata ke-i dan f;adalah frekuensi kemunculan kata pada dokumen.
Bernoulli Naive Bayes menggunakan representasi biner yang hanya memperhatikan keberadaan atau
ketidakberadaan suatu kata pada dokumen. Probabilitas Bernoulli Naive Bayes dihitung menggunakan Persamaan (6).
n

P(x1C) = nP(xk | C)Pk 1 — (P(x; | C;))A b0 (6)
k=1

dengan x; = lapabila kata muncul pada dokumen dan x; = Oapabila kata tidak muncul.

Sementara itu, Gaussian Naive Bayes mengasumsikan bahwa nilai fitur mengikuti distribusi normal sehingga turut
dievaluasi untuk mengetahui performanya pada data teks hasil pembobotan TF-IDF. Probabilitas Gaussian Naive
Bayes dihitung menggunakan Persamaan (7).

1 Oc—pi)?
P(xy | C) Z—EXP( — ()
2 20}
2no; t

dengan p.merupakan nilai rata-rata fitur pada kelas C, sedangkan o.merupakan simpangan baku fitur pada kelas
tersebut.

Untuk mengetahui pengaruh jenis algoritma, rasio pembagian data, dan penyeimbangan kelas, dilakukan pengujian
terhadap 12 kombinasi eksperimen yang terdiri atas tiga algoritma, dua rasio train-test split (90:10 dan 80:20), serta
dua perlakuan, yaitu tanpa SMOTE dan dengan SMOTE. Teknik Synthetic Minority Oversampling Technique
(SMOTE) diterapkan hanya pada data latih untuk menyeimbangkan distribusi kelas pada skenario yang menggunakan
SMOTE sehingga proses evaluasi pada data uji tetap mencerminkan kondisi data yang sebenarnya.

E. Evaluasi Model

Kinerja setiap model dievaluasi menggunakan confusion matrix yang terdiri atas empat komponen, yaitu True
Positive (TP), True Negative (TN), False Positive (FP), dan False Negative (FN). Berdasarkan confusion matrix
tersebut, performa model diukur menggunakan empat metrik evaluasi, yaitu accuracy, precision, recall, dan F1-score.
Keempat metrik dipilih karena mampu memberikan gambaran menyeluruh mengenai kemampuan model dalam
mengklasifikasikan sentimen, terutama pada data yang memiliki distribusi kelas tidak seimbang.

Nilai accuracy dihitung menggunakan Persamaan (8).
TP+TN )

TP+TN+FP+FN
Accuracy menunjukkan proporsi keseluruhan prediksi yang berhasil diklasifikasikan dengan benar oleh model.

Nilai precision dihitung menggunakan Persamaan (9).

)

Accuracy =

Precision =
TP+FP
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Precision menunjukkan kemampuan model dalam menghasilkan prediksi positif yang benar dari seluruh prediksi
positif yang dihasilkan.

Nilai recall dihitung menggunakan Persamaan (10).
TP (10)

TP+FN
Recall menunjukkan kemampuan model dalam mengidentifikasi seluruh data positif yang sebenarnya.

Nilai F1-score dihitung menggunakan Persamaan (11).
PrecisionxRecall

F1=2x Precision+Recall (11)

F1-score merupakan rata-rata harmonis antara precision dan recall sehingga memberikan ukuran performa yang
lebih seimbang, terutama pada kondisi distribusi kelas yang tidak seimbang.

Keempat metrik tersebut digunakan untuk membandingkan performa seluruh kombinasi eksperimen sehingga
dapat diidentifikasi algoritma dan konfigurasi yang memberikan hasil klasifikasi terbaik berdasarkan nilai accuracy,
precision, recall, dan F1-score.

Recall =

IT1. HASIL DAN PEMBAHASAN

A. Statistik Dataset

Penelitian ini menggunakan data komentar yang diperoleh melalui YouTube Data API v3 dari sembilan video
yang membahas pernyataan kebijakan hilirisasi oleh Gibran Rakabuming Raka, sebagaimana disajikan pada Tabel 1.
Proses crawling dilakukan pada 22 Juli 2026 dan menghasilkan 26.891 komentar mentah.

Sebelum tahap pelabelan sentimen, seluruh komentar mentah disaring berdasarkan relevansi topiknya
menggunakan model zero-shot classification. Dari 26.891 komentar mentah, hanya 1.337 komentar yang dinyatakan
relevan dengan topik kebijakan hilirisasi berdasarkan ambang skor keyakinan sebesar 0,75. Tahap ini penting
dilakukan mengingat komentar YouTube pada video bertopik figur publik cenderung memuat banyak komentar di
luar substansi kebijakan yang dibahas, sehingga penyaringan relevansi topik diperlukan agar data yang dianalisis
benar-benar mencerminkan opini terhadap kebijakan hilirisasi, bukan opini umum terhadap video maupun figur publik
yang menyampaikannya.

Komentar yang relevan selanjutnya diberi label sentimen menggunakan model IndoBERT-Sentiment context-
conditioned. Hasil pelabelan menunjukkan distribusi awal sebanyak 672 komentar positif, 430 komentar negatif, dan
235 komentar netral. Karena skema klasifikasi Naive Bayes pada penelitian ini bersifat biner, komentar berlabel netral
tidak diikutsertakan pada tahap selanjutnya. Setelah komentar duplikat turut dihapus, diperoleh 1.080 komentar
sebagai dataset akhir yang terdiri atas 665 komentar (61,6%) berlabel positif dan 415 komentar (38,4%) berlabel
negatif.

Distribusi kelas pada dataset akhir menunjukkan adanya ketidakseimbangan data (imbalanced dataset) dengan
kecenderungan yang didominasi oleh sentimen positif. Kondisi ini mengindikasikan bahwa di antara komentar yang
secara spesifik membahas kebijakan hilirisasi, opini masyarakat cenderung lebih banyak memberikan dukungan atau
tanggapan positif dibandingkan kritik atau penolakan. Meskipun demikian, tingkat ketidakseimbangan pada dataset
ini (rasio sekitar 1,6:1) tergolong lebih ringan dibandingkan ketidakseimbangan yang umum dijumpai pada data
komentar media sosial, sehingga penerapan SMOTE pada penelitian ini tetap dievaluasi untuk mengetahui
pengaruhnya terhadap performa model meskipun tingkat ketidakseimbangan kelasnya tidak ekstrem.

B. Hasil Preprocessing Data
Sebanyak 1.080 komentar hasil filter biner diproses melalui enam tahapan preprocessing. Tahapan tersebut
bertujuan menyeragamkan format teks, menghilangkan elemen yang tidak informatif, serta mengubah kata menjadi
bentuk dasarnya sehingga representasi teks yang dihasilkan lebih konsisten untuk proses pembobotan TF-IDF pada
tahap berikutnya. Contoh penerapan tahapan preprocessing terhadap salah satu komentar disajikan pada Tabel 2.
Tabel 2. Contoh Tahapan Preprocessing Komentar

Tahap Hasil
Komentar asli Programnya bagus bgt, semangat pak gibran!!
Case Folding programnya bagus bgt, semangat pak gibran!!
Cleaning programnya bagus bgt semangat pak gibran
Tokenization ['programnya’, 'bagus', 'bgt', 'semangat’, 'pak’, 'gibran']
Normalization ['programnya’, 'bagus', 'banget', 'semangat’, 'pak’, 'gibran']
Stopword Removal  ['programnya’, 'bagus', 'banget', 'semangat', 'gibran']
Stemming program bagus banget semangat gibran

Berdasarkan Tabel 2, terlihat bahwa proses cleaning menghilangkan tanda baca, angka, serta karakter non-alfabetis
dari komentar, sedangkan tahap normalization dan stopword removal mengubah kata tidak baku menjadi kata baku
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sekaligus membuang kata yang tidak berkontribusi terhadap sentimen. Tahap stemming pada akhirnya
menyederhanakan setiap kata menjadi bentuk dasarnya menggunakan pustaka Sastrawi, sehingga variasi bentuk kata
yang merujuk pada makna yang sama dapat direpresentasikan secara seragam pada tahap pembobotan fitur.

C. Hasil Evaluasi Model

Evaluasi dilakukan terhadap 12 kombinasi eksperimen yang terdiri atas tiga varian Naive Bayes, dua rasio
pembagian data (train-test split), serta dua perlakuan, yaitu tanpa SMOTE dan dengan SMOTE. Setiap kombinasi
dievaluasi menggunakan empat metrik, yaitu accuracy, precision, recall, dan F1-score. Hasil pengujian secara
lengkap disajikan pada Tabel 3.
Tabel 3. Hasil Evaluasi Seluruh Kombinasi Eksperimen

No Model Split SMOTE Accuracy  Precision Recall F1-Score
1 Multinomial NB 90:10 Tanpa 76,85% 73,03% 98,48% 83,87%
2 Multinomial NB 90:10 Dengan 80,56% 80,00% 90,91% 85,11%
3 Multinomial NB 80:20 Tanpa 75,46% 71,74% 99,25% 83,28%
4 Multinomial NB 80:20 Dengan 82,87% 81,17% 93,98% 87,11%
5  Gaussian NB 90:10 Tanpa 76,85% 78,08% 86,36% 82,01%
6  Gaussian NB 90:10 Dengan 76,85% 78,08% 86,36% 82,01%
7  Gaussian NB 80:20 Tanpa 74,54% 77,46% 82,71% 80,00%
8  Gaussian NB 80:20 Dengan 74,54% 77,46% 82,71% 80,00%
9  Bernoulli NB 90:10 Tanpa 73,15% 70,79% 95,45% 81,29%
10 Bernoulli NB 90:10 Dengan 73,15% 70,33% 96,97% 81,53%
11  Bernoulli NB 80:20 Tanpa 73,61% 70,65% 97,74% 82,02%
12 Bernoulli NB 80:20 Dengan 73,61% 70,65% 97,74% 82,02%

Berdasarkan Tabel 3 terlihat bahwa setiap algoritma memberikan karakteristik performa yang berbeda pada setiap
skenario pengujian, meskipun secara umum ketiga varian menghasilkan performa yang relatif berdekatan
dibandingkan dengan pola yang lazim ditemukan pada dataset berukuran besar. Multinomial Naive Bayes memperoleh
accuracy tertinggi sebesar 82,87% pada rasio pembagian data 80:20 dengan SMOTE, dan konfigurasi yang sama juga
menghasilkan F1-score tertinggi sebesar 87,11%. Dengan demikian, satu konfigurasi yang sama unggul pada kedua
metrik evaluasi utama, berbeda dengan pola umum pada dataset berskala besar yang kerap menghasilkan model
accuracy terbaik dan model Fl-score terbaik yang berbeda. Sementara itu, Gaussian Naive Bayes menghasilkan
accuracy pada kisaran 74,54%—76,85%, dan Bernoulli Naive Bayes pada kisaran 73,15%—73,61%, schingga selisih
performa antaralgoritma pada penelitian ini tergolong tidak terlalu besar dibandingkan hasil pengujian pada dataset
dengan jumlah data yang jauh lebih banyak. Untuk mempermudah interpretasi hasil pengujian, perbandingan performa
seluruh kombinasi eksperimen divisualisasikan menggunakan diagram batang pada Gambar 2.

Accuracy Precision

Bernoulli N | 80:20 | Dengan SMOTE Bermoulll B | 8020 | Dengan SMOTE

Bernoulli N8 | 80:20 | Tanpa SMOTE Bernoulli NB | B0:20 | Tanpa SMOTE
Barnoulli NB | 90:10 | Dengan SMOTE Bernoulli NB | 90:10 | Dengan SMOTE

Bemoulli NB | 90:10 | Tanpa SMOTE Bernoulli NB | 80:10 | Tanpa SMOTE

Gaussian N@ | 80:20 | Dengan SMOTE Gaussian NB | 80:20 | Dengan SMOTE

Gaussian NB | B0:20 | Tanpa SMOTE Gaussian NB | 80:20 | Tanpa SMOTE
Gaussian N8 | 90:10 | Dengan SMOTE Gaussian NB | 90:10 | Dengan SMOTE
Gaussian N8 | 90:10 | Tanpa SMOTE Gaussian NB | 90:10 | Tanpa SMOTE
Multinomial W8 | 80:20 | Dengan SMOTE Multinomial NB | 80:20 | Dengan SMOTE
Multinomial NG | 80:20 | Tanpa SMOTE Multinomial NB | B0:20 | Tanpa SMOTE

Multinomial N8 | 9010 | Dengan SMOTE Multinomial | NB | 50:10 | Dengan SMOTE

Multinomial HB | 90:10 | Tanpa SMOTE Multinomial MB | 90:10 | Tanps SMOTE
10
score
Fl-Score

Bernoulli NB | 80:20 | Dengan SMOTE Bernoulli B | B0:20 | Dengan SMOTE
Bermnoulli NB | 80:20 | Tanpa SMOTE Bernoulli NB | BO:20 | Tanpa SMOTE
Bernoulll NB | 9010 | Dengan SMOTE Bernoulli NB | 80:10 | Dengan SMOTE
Bemoulli NG | 90:10 | Tanpa SMOTE Bernoulli NB | 90:10 | Tanpa SMOTE
Gaussian NB | 80:20 | Dengan SMOTE Gaussian NB | BO:20 | Dengan SMOTE
Gaussion NB | 80:20 | Tanpa SMOTE Gaussian NB | 80:20 | Tanpa SMOTE
B | 90:10 | Dengan SMOTE Gaussian NB | 50:10 | Dengan SMOTE

Gaussian NB | 90-10 | Tanpa SMOTE Gaussian NB | 30:10 | Tanpa SMOTE

Multinomial NG | 80:20 | Dengan SMOTE Multinomial NB | B0:20 | Dengan SMOTE
Multinomial NB | 80:20 | Tanpa SMOTE 5 Multinomial NB | B0:20 | Tanpa SMOTE
Multinomial NB | 90:10 | Dengan SMOTE Multinomial NE | 80:10 | Dengan SMOTE

Multinemial NG | 90:10 | Tanpa SMOTE Multinomial NB | 90:10 | Tanpa SMOTE

Gambar 2. Perbandingan 12 Kombinasi
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Berdasarkan Gambar 2 terlihat bahwa ketiga varian Naive Bayes tidak membentuk kelompok performa yang
terpisah secara tegas sebagaimana lazim ditemukan pada dataset berskala besar, melainkan saling berdekatan pada
kisaran accuracy 73%—-83%. Pola ini mengindikasikan bahwa pada dataset berukuran relatif kecil dan dengan tingkat
ketidakseimbangan kelas yang tidak ekstrem, perbedaan karakteristik representasi fitur pada setiap varian Naive Bayes
belum tentu menghasilkan kesenjangan performa yang besar. Pembahasan lebih rinci mengenai penyebab perbedaan
performa antaralgoritma disajikan pada subbab berikutnya.

D. Perbandingan Kinerja Tiga Varian Naive Bayes

Hasil pengujian pada Tabel 3 dan Gambar 2 menunjukkan bahwa Multinomial Naive Bayes (MNB) secara
konsisten memberikan keseimbangan terbaik antara precision dan recall dibandingkan dua varian lainnya. MNB
memperoleh accuracy pada kisaran 75,46%—82,87% dengan accuracy tertinggi pada rasio 80:20 dengan SMOTE,
sekaligus menghasilkan F1-score tertinggi sebesar 87,11% pada konfigurasi yang sama. Keunggulan ini tidak terlepas
dari kesesuaian MNB dengan representasi TF-IDF, di mana bobot kemunculan kata dimanfaatkan secara langsung
sebagai dasar perhitungan probabilitas, sehingga algoritma ini mampu membedakan kontribusi setiap istilah terhadap
kelas sentimen secara lebih proporsional dibandingkan pendekatan berbasis keberadaan kata semata. Temuan ini
sejalan dengan penelitian sebelumnya yang menyatakan bahwa Multinomial Naive Bayes merupakan salah satu
algoritma yang paling sesuai untuk klasifikasi dokumen teks dengan representasi berbasis frekuensi kata [12], [10].

Berbeda dengan pola yang umum dilaporkan pada penelitian dengan volume data besar, Bernoulli Naive Bayes
(BNB) pada penelitian ini justru menghasilkan accuracy terendah di antara ketiga varian, yaitu pada kisaran 73,15%—
73,61%. Nilai recall BNB tercatat sangat tinggi, mencapai 95,45%-97,74% pada seluruh skenario, namun diikuti oleh
precision yang rendah, yaitu hanya 70,33%-70,79%. Kondisi ini menunjukkan bahwa representasi biner pada BNB
membuat model sangat sensitif dalam mendeteksi kelas positif, tetapi kurang mampu membedakan komentar negatif
yang memiliki kosakata serupa dengan komentar positif sebagaimana terlihat pada hasil analisis word cloud yang
menunjukkan tumpang tindih kata dominan antara kedua kelas sentimen, seperti hilir, wakil, presiden, dan gibran.
Akibatnya, banyak komentar negatif yang justru diprediksi sebagai positif sehingga menurunkan nilai precision dan
accuracy secara keseluruhan meskipun kemampuan mendeteksi kelas positif tetap tinggi.

Sementara itu, Gaussian Naive Bayes (GNB) menghasilkan performa pada kisaran accuracy 74,54%—76,85%,
berada di antara MNB dan BNB. Secara teoritis, GNB mengasumsikan bahwa setiap fitur mengikuti distribusi normal,
sebuah asumsi yang kurang sesuai dengan karakteristik data hasil pembobotan TF-IDF yang bersifat berdimensi tinggi
dan sparse [15], [13]. Meskipun demikian, pada penelitian ini kesenjangan performa GNB terhadap MNB maupun
BNB tidak sebesar temuan yang umum dilaporkan pada dataset berskala besar. Hal ini kemungkinan berkaitan dengan
ukuran dataset yang jauh lebih kecil (1.080 komentar) serta tingkat ketidakseimbangan kelas yang relatif ringan pada
penelitian ini, sehingga pelanggaran asumsi distribusi normal pada representasi TF-IDF tidak berdampak sebesar pada
dataset yang lebih besar dan lebih timpang.

Secara keseluruhan, hasil penelitian ini menunjukkan bahwa pemilihan varian Naive Bayes tetap berpengaruh
terhadap performa klasifikasi, namun besarnya pengaruh tersebut turut dipengaruhi oleh karakteristik dataset,
khususnya ukuran data dan tingkat ketidakseimbangan kelas. MNB tetap menjadi pilihan paling sesuai apabila
prioritas utama adalah memperoleh keseimbangan accuracy dan Fl-score yang tinggi, sedangkan BNB perlu
digunakan dengan pertimbangan lebih hati-hati pada dataset dengan kosakata yang tumpang tindih antarkelas, karena
kecenderungannya menghasilkan banyak prediksi positif yang keliru.

E. Pengaruh Penerapan SMOTE

Selain membandingkan ketiga varian Naive Bayes, penelitian ini juga mengevaluasi pengaruh penerapan Synthetic
Minority Oversampling Technique (SMOTE) terhadap performa klasifikasi. Penerapan SMOTE dilakukan mengingat
distribusi dataset tetap menunjukkan ketidakseimbangan kelas, yaitu 61,6% komentar positif dan 38,4% komentar
negatif, meskipun tingkat ketidakseimbangan tersebut tergolong lebih ringan dibandingkan kondisi umum pada data
komentar media sosial.

Berdasarkan Tabel 3, penerapan SMOTE memberikan pengaruh yang berbeda pada tiap varian algoritma. Pada
Multinomial Naive Bayes (MNB), SMOTE justru meningkatkan nilai accuracy dan precision, tetapi diikuti oleh
penurunan nilai recall. Pada rasio 90:10, precision meningkat dari 73,03% menjadi 80,00%, sedangkan recall
menurun dari 98,48% menjadi 90,91%. Pola serupa terlihat pada rasio 80:20, dengan precision meningkat dari 71,74%
menjadi 81,17%, sementara recall menurun dari 99,25% menjadi 93,98%. Pola ini berbeda dengan trade-off yang
umum dilaporkan pada penerapan SMOTE, yang biasanya meningkatkan recall kelas minoritas dengan konsekuensi
penurunan precision. Perbedaan arah ini terjadi karena kelas mayoritas pada dataset penelitian ini adalah kelas positif,
bukan kelas negatif seperti pada penelitian dengan skema pelabelan sebelumnya. Sebelum penerapan SMOTE, model
cenderung bias memprediksi komentar sebagai positif akibat proporsi data latih yang lebih banyak pada kelas tersebut,
sehingga recall kelas positif tinggi namun banyak komentar negatif yang turut terprediksi positif (precision rendah).
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Setelah data latih diseimbangkan melalui SMOTE, kecenderungan bias tersebut berkurang, sehingga model menjadi
lebih selektif dalam memprediksi kelas positif tercermin dari naiknya precision sekaligus turunnya recall.

Berbeda dengan MNB, penerapan SMOTE pada Gaussian Naive Bayes (GNB) tidak menunjukkan perubahan nilai
pada seluruh metrik evaluasi, baik pada rasio 90:10 maupun 80:20. Kondisi ini mengindikasikan bahwa penambahan
sampel sintetis tidak memberikan pengaruh berarti terhadap estimasi rata-rata dan simpangan baku fitur pada masing-
masing kelas, yang menjadi dasar perhitungan probabilitas pada GNB. Hal ini konsisten dengan karakteristik GNB
yang mengasumsikan distribusi normal pada data kontinu; penambahan sampel sintetis dalam jumlah terbatas pada
ruang fitur TF-IDF yang berdimensi tinggi belum cukup mengubah parameter distribusi tersebut secara signifikan.

Pada Bernoulli Naive Bayes (BNB), pengaruh SMOTE juga tergolong sangat kecil. Pada rasio 80:20, seluruh
metrik evaluasi tidak menunjukkan perubahan sama sekali, sedangkan pada rasio 90:10 hanya terjadi perubahan
minor, yaitu precision menurun dari 70,79% menjadi 70,33% dan recall meningkat dari 95,45% menjadi 96,97%.
Minimnya pengaruh SMOTE pada BNB berkaitan dengan representasi fitur yang bersifat biner (keberadaan atau
ketidakberadaan kata), sehingga penambahan sampel sintetis pada ruang fitur kontinu TF-IDF yang kemudian
dibinerisasi cenderung menghasilkan pola fitur yang serupa dengan data asli, dan tidak banyak mengubah batas
keputusan model.

Secara keseluruhan, hasil penelitian ini menunjukkan bahwa efektivitas SMOTE sangat bergantung pada
karakteristik algoritma dan tingkat ketidakseimbangan data. Pada dataset dengan ketidakseimbangan kelas yang relatif
ringan seperti pada penelitian ini, SMOTE hanya memberikan pengaruh nyata pada algoritma yang secara langsung
memanfaatkan proporsi frekuensi kata dalam perhitungan probabilitasnya, yaitu Multinomial Naive Bayes, sedangkan
pengaruhnya terbatas pada algoritma yang berbasis distribusi kontinu (Gaussian Naive Bayes) maupun representasi
biner (Bernoulli Naive Bayes).

F. Analisis Confusion Matrix
Berdasarkan hasil evaluasi pada Tabel 3, konfigurasi Multinomial Naive Bayes dengan rasio pembagian data 8§0:20
dan penerapan SMOTE dipilih sebagai model terbaik karena memperoleh accuracy tertinggi sekaligus F1-score
tertinggi, yaitu masing-masing sebesar 82,87% dan 87,11%. Untuk mengetahui kemampuan klasifikasi model tersebut
secara lebih rinci, dilakukan analisis menggunakan confusion matrix sebagaimana disajikan pada Gambar 3.

Confusion Matrix
Multinomial NB | 80:20 | Dengan SMOTE

120

100
Negatif 54 29

80

60

True label

Positif 8 40

20

Neglat|f Positif
Predicted label

Gambar 3. Confusion Matrix Eksperimen Terbaik

Berdasarkan Gambar 3, dari 83 komentar yang termasuk kelas negatif, sebanyak 54 komentar berhasil
diklasifikasikan dengan benar sebagai negatif, sedangkan 29 komentar diprediksi sebagai positif (False Positive). Pada
kelas positif, dari 133 komentar, sebanyak 125 komentar berhasil dikenali sebagai positif, sedangkan hanya 8
komentar yang diprediksi sebagai negatif (False Negative). Hasil tersebut menunjukkan bahwa model memiliki
kemampuan yang sangat baik dalam mengenali sentimen positif, namun masih mengalami kesulitan dalam
membedakan sebagian komentar negatif dari komentar positif.

Jumlah False Positive yang lebih tinggi dibandingkan False Negative menunjukkan bahwa model cenderung lebih
sering salah mengklasifikasikan komentar negatif sebagai positif dibandingkan sebaliknya. Kondisi ini konsisten
dengan hasil analisis word cloud pada subbab berikutnya, yang memperlihatkan tumpang tindih kata dominan antara
kedua kelas sentimen, seperti hilir, wakil, presiden, indonesia, mas, dan gibran. Tumpang tindih kosakata tersebut
menyebabkan model kesulitan membedakan konteks sentimen ketika suatu komentar negatif menggunakan kata-kata
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yang secara umum juga sering muncul pada komentar positif, misalnya ketika kritik disampaikan menggunakan istilah
atau nama figur publik yang sama dengan konteks komentar dukungan. Karakteristik ini umum dijumpai pada data
komentar media sosial, terutama pada topik yang bersifat politis, karena makna sentimen sering kali bergantung pada
konteks kalimat secara utuh dan bukan semata-mata pada kemunculan kata tertentu.

Meskipun demikian, jumlah prediksi yang benar tetap jauh lebih besar dibandingkan kesalahan klasifikasi pada
kedua kelas, dengan total 179 dari 216 data uji (82,87%) diklasifikasikan dengan tepat. Hasil ini memperkuat temuan
sebelumnya bahwa Multinomial Naive Bayes mampu memanfaatkan representasi TF-IDF secara efektif, sehingga
tetap menghasilkan tingkat klasifikasi yang cukup stabil pada data komentar YouTube berbahasa Indonesia meskipun
ukuran dataset relatif kecil.

G. Analisis Word Cloud
Selain evaluasi kuantitatif, penelitian ini juga melakukan analisis secara visual menggunakan word cloud untuk
mengidentifikasi kata-kata yang paling dominan pada masing-masing kelas sentimen.
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Gambar 4. Word Cloud Sentimen Positif Gambar 5. Word Cloud Sentimen Negatlf

Berdasarkan hasil word cloud sentimen positif, kata yang paling dominan muncul adalah kilir, indonesia, presiden,
mas, dan wakil, diikuti oleh kata-kata seperti moga, muda, semangat, gibran, dan maju. Dominasi kata-kata tersebut
menunjukkan bahwa komentar positif umumnya berisi dukungan terhadap figur publik, harapan terhadap kemajuan
bangsa, serta apresiasi terhadap gagasan hilirisasi yang disampaikan. Karakteristik ini mengindikasikan bahwa
sebagian pengguna YouTube memberikan respons yang optimistis terhadap materi yang disampaikan dalam video.

Pada word cloud sentimen negatif, kata yang paling dominan adalah hilir, wakil, presiden, indonesia, dan mas,
diikuti oleh kata-kata seperti rakyat, orang, kerja, anak, dan omong. Berbeda dengan komentar positif, kata-kata pada
kelas negatif seperti omong, bahas, jabat, perintah, dan korupsi menunjukkan bahwa komentar negatif lebih banyak
memuat kritik terhadap kredibilitas maupun kinerja pihak yang menyampaikan kebijakan, keraguan terhadap
implementasi program, serta sentimen politik yang berkembang di ruang diskusi publik, dan bukan semata-mata kritik
terhadap substansi kebijakan hilirisasi itu sendiri.

Perbandingan kedua word cloud tersebut memperlihatkan adanya tumpang tindih kata dominan yang cukup
signifikan antara kelas positif dan negatif, khususnya pada kata hilir, wakil, presiden, indonesia, mas, dan gibran.
Kata-kata tersebut merupakan istilah dan nama figur publik yang secara alami sering muncul pada kedua kelas
sentimen karena berkaitan langsung dengan topik dan objek pembahasan, sehingga kata-kata tersebut cenderung
kurang diskriminatif sebagai pembeda sentimen. Sebaliknya, kata-kata yang lebih spesifik pada masing-masing kelas,
seperti semangat, maju, dan dukung pada kelas positif, serta omong, bahas, dan korupsi pada kelas negatif, menjadi
pembeda yang lebih bermakna antara kedua kelas. Kondisi tumpang tindih kosakata ini turut menjelaskan temuan
pada analisis confusion matrix sebelumnya, yaitu kecenderungan model untuk salah mengklasifikasikan sebagian
komentar negatif sebagai positif akibat kemiripan kata-kata umum yang digunakan pada kedua kelas.

Secara keseluruhan, hasil analisis word cloud menunjukkan bahwa proses preprocessing dan pembobotan TF-IDF
berhasil mempertahankan kata-kata yang relevan dengan topik hilirisasi, namun tingginya frekuensi kata-kata umum
yang tidak spesifik terhadap sentimen turut menjadi salah satu faktor yang memengaruhi performa klasifikasi model.

H. Pembahasan Umum

Berdasarkan keseluruhan hasil penelitian, terdapat empat temuan utama yang dapat disimpulkan. Pertama,
Multinomial Naive Bayes merupakan algoritma dengan performa terbaik pada penelitian ini, dengan satu konfigurasi
yang sama (rasio 80:20 dengan SMOTE) menghasilkan accuracy tertinggi sekaligus F1-score tertinggi. Kondisi ini
berbeda dengan pola yang umum dilaporkan pada penelitian berskala data besar, yang biasanya menghasilkan
konfigurasi terbaik yang berbeda antara accuracy dan Fl-score. Sementara itu, Bernoulli Naive Bayes dan Gaussian
Naive Bayes menghasilkan performa yang relatif berdekatan dan berada di bawah Multinomial Naive Bayes, dengan
selisih accuracy antaralgoritma yang tidak sebesar temuan pada penelitian dengan volume data yang jauh lebih besar.

Kedua, pengaruh penerapan SMOTE terbukti bersifat spesifik terhadap karakteristik masing-masing algoritma,
bukan bersifat seragam pada seluruh model. Pada Multinomial Naive Bayes, SMOTE meningkatkan precision namun
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menurunkan recall, arah trade-off yang berbeda dengan pola umum pada literatur, sebagai konsekuensi dari kelas
mayoritas pada dataset penelitian ini yang merupakan kelas positif. Sebaliknya, pada Gaussian Naive Bayes dan
Bernoulli Naive Bayes, SMOTE hanya memberikan pengaruh yang sangat kecil atau bahkan tidak berpengaruh sama
sekali terhadap seluruh metrik evaluasi. Temuan ini menunjukkan bahwa efektivitas SMOTE tidak dapat
digeneralisasi lintas algoritma, melainkan perlu dievaluasi secara khusus sesuai mekanisme perhitungan probabilitas
masing-masing varian Naive Bayes.

Ketiga, distribusi dataset yang menunjukkan 61,6% komentar bersentimen positif dan 38,4% komentar
bersentimen negatif mengindikasikan bahwa di antara komentar yang secara spesifik relevan dengan topik kebijakan
hilirisasi, opini masyarakat cenderung lebih banyak memberikan dukungan dibandingkan kritik. Meskipun demikian,
hasil analisis word cloud pada kelas negatif tetap menunjukkan adanya kritik terhadap kredibilitas dan implementasi
kebijakan, sehingga opini publik pada topik ini tetap bersifat heterogen dan tidak sepenuhnya seragam.

Keempat, hasil analisis confusion matrix dan word cloud secara bersama-sama menunjukkan bahwa kesalahan
klasifikasi model terutama disebabkan oleh tumpang tindih kosakata umum antara kelas positif dan negatif, seperti
nama figur publik dan istilah kebijakan yang muncul pada kedua kelas. Temuan ini menegaskan bahwa keterbatasan
performa model pada penelitian ini tidak semata-mata disebabkan oleh pemilihan algoritma atau teknik
penyeimbangan data, tetapi juga oleh karakteristik bahasa pada komentar media sosial yang maknanya sering kali
bergantung pada konteks, bukan hanya pada kemunculan kata secara individual.

Secara keseluruhan, penelitian ini menunjukkan bahwa pemilihan varian Naive Bayes, karakteristik ukuran dan
distribusi dataset, serta strategi penanganan ketidakseimbangan data merupakan faktor yang saling berkaitan dalam
menentukan keberhasilan klasifikasi sentimen pada komentar YouTube berbahasa Indonesia, khususnya pada dataset
berskala kecil yang telah difilter berdasarkan relevansi topik.

IV. KESIMPULAN

Penelitian ini berhasil menganalisis sentimen komentar YouTube terhadap pernyataan kebijakan hilirisasi yang
berkaitan dengan Gibran Rakabuming Raka menggunakan tiga varian algoritma Naive Bayes melalui 12 skenario
pengujian, dengan data yang telah disaring berdasarkan relevansi topik dan diberi label secara otomatis menggunakan
model IndoBERT-Sentiment context-conditioned, sehingga diperoleh 1.080 komentar akhir yang didominasi oleh
sentimen positif (61,6%) dibandingkan negatif (38,4%). Hasil evaluasi menunjukkan bahwa Multinomial Naive Bayes
pada rasio pembagian data 80:20 dengan SMOTE menjadi model dengan performa terbaik, dengan accuracy sebesar
82,87% sekaligus Fl-score tertinggi sebesar 87,11%, mengungguli Bernoulli Naive Bayes (73,15%-73,61%) dan
Gaussian Naive Bayes (74,54%—76,85%) yang menghasilkan performa relatif berdekatan; penerapan SMOTE sendiri
terbukti hanya berpengaruh signifikan pada Multinomial Naive Bayes, sementara hasil analisis confusion matrix dan
word cloud menunjukkan bahwa kesalahan klasifikasi model terutama disebabkan oleh tumpang tindih kosakata
umum antara kedua kelas sentimen. Berdasarkan temuan tersebut, penelitian selanjutnya disarankan untuk
menyertakan kelas netral atau menerapkan aspect-based sentiment analysis, membandingkan pendekatan Naive Bayes
dengan metode deep learning seperti IndoBERT atau LSTM, serta memperluas cakupan sumber data agar diperoleh
gambaran opini publik yang lebih komprehensif.
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